
第  41 卷  第  8 期
2026 年  8 月

Vol. 41 No. 8
Aug.  2026

液晶与显示
Chinese Journal of Liquid Crystals and Displays

基于特征动态平衡与增强的通用分割算法
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摘要：显著目标检测与伪装目标检测虽然视觉特征对立，但均对边界分割精度提出了极高要求。然而，现有方法在跨任

务泛化时常因特征偏好单一而导致性能瓶颈。为此，本文提出了一种通用分割模型 SAM2-UFFM。该模型以 SAM2 的

Hiera 骨干网络为编码器，通过冻结预训练参数并引入轻量级适配器，实现了参数高效微调，完整保留了强大的特征表达

能力；摒弃了传统 U-Net 的架构，设计了 AttUNet 解码器，通过全尺度跳跃连接实现全尺度信息的高效融合，有效解决了

信息流失问题；提出了特征平衡注意力模块，并结合特征互补精修模块，动态平衡全局语义与局部细节，随后针对性强化

显著目标的全局感知与伪装目标的边界精细分割，同时辅以深度监督策略防止过分割。实验结果表明，在 3 个公开数据

集上，该模型的综合表现优于现有先进方法。其中在 COD 和 SOD 数据集上的结构性度量相较于现有最佳模型分别提

升 1. 02% 和 1. 83%，平均绝对误差降低至 0. 035 和 0. 018。此外，在钢材表面缺陷分割任务中 IoU 提升 2. 77%，有效验

证了模型的跨领域泛化能力。
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Universal segmentation algorithm based on dynamic feature 
balancing and enhancement
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Abstract： Although salient object detection and camouflaged object detection exhibit opposite visual 
characteristics， both tasks impose stringent requirements on boundary segmentation accuracy.  However， 
existing methods often suffer from limited cross-task generalization due to their reliance on task-specific 
feature preferences.  To address this issue， we propose a universal segmentation model， SAM2-UFFM.  
The proposed framework adopts the Hiera backbone of SAM2 as the encoder， where the pretrained 
parameters are frozen and lightweight adapters are incorporated for parameter-efficient fine-tuning， thereby 
fully preserving the powerful feature representation capability of the foundation model.  Furthermore， 
departing from the conventional U-Net architecture， we design an AttUNet decoder that employs full-scale 
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skip connections to facilitate efficient multi-scale feature fusion and effectively alleviate information loss 
during feature propagation.  In addition， a Feature Balance Attention module is introduced and integrated 
with a Feature Complementary Refinement module to dynamically balance global semantic information 
and local structural details.  This design simultaneously enhances global perception for salient objects and 
promotes precise boundary delineation for camouflaged objects.  Meanwhile， a deep supervision strategy is 
adopted to suppress over-segmentation and improve optimization stability.  Experimental results on three 
public benchmark datasets demonstrate that the proposed method consistently outperforms state-of-the-art 
approaches.  Specifically， on the COD and SOD benchmarks， the structural measure is improved by 
1. 02% and 1. 83%， respectively， compared with the best existing methods， while the mean absolute error

（MAE） is reduced to 0. 035 and 0. 018.  Furthermore， on the steel surface defect segmentation task， the 
proposed model achieves a 2. 77% improvement in IoU， further validating its superior cross-domain 
generalization capability.
Key words： image segmentation； salient object； camouflaged object； SAM2； attention mechanism

1 引 言

伪 装 目 标 检 测（Camouflaged Object Detection， 
COD）与显著目标检测（Salient Object Detection， 
SOD）是 图 像 分 割 领 域 中 具 有 不 同 特 征 需 求 的

两类典型任务。SOD 旨在快速定位全局最突出

的 前 景 区 域 ，强 调 模 型 的 全 局 上 下 文 感 知 能 力 ；

COD 则需精准挖掘与背景高度融合的隐蔽目标。

由 于 两 类 任 务 在 全 局 语 义 与 局 部 细 节 方 面 的 关

注重点存在差异，针对单一任务设计的模型通常

难以在另一任务中保持良好的性能。因此，如何

构 建 能 够 兼 顾 不 同 任 务 特 征 需 求 的 通 用 分 割 模

型，已成为计算机视觉领域的重要研究问题。

近年来，深度学习方法在各自领域均取得了

显著进展。在 COD 方向，Fan 等人提出了 SINet［1］

模型，该模型包含两个模块：搜索模块定位伪装目

标，识别模块精确检测伪装目标，同时建立了首个

大规模伪装目标数据集。Mei 等人提出 PFNet［2］

模型，通过模拟捕食过程提高了伪装物体分割的

精度。Liu 等人提出 OCENet［3］模型，通过干扰挖

掘策略实现伪装目标的精确分割。Pang 等人提

出 ZoomNet［4］模型，采用混合尺度三元组网络实

现远近尺度协同检测，显著提高了多尺度伪装目

标 的 分 割 质 量 。He 等 人 提 出 FEDER［5］模 型 ，通

过 特 征 分 解 与 边 缘 重 构 模 块 在 边 界 精 度 上 取 得

了当时最佳表现。李明岩等人［6］设计边缘提取模

块与跨层级特征聚合模块，利用边缘先验引导多

级特征融合，进一步提升了伪装目标的边界分割

精 度 。 在 SOD 方 向 ，主 流 模 型 更 侧 重 于 全 局 语

义 的 建 模 与 整 合 ，以 快 速 锁 定 整 体 显 著 区 域 。

Qin 等 人 提 出 的 U²Net［7］通 过 深 度 嵌 套 U 结 构 实

现了高效显著特征提取。Wu 等人提出的 EDN［8］

通 过 边 缘 引 导 与 细 节 增 强 模 块 在 边 界 质 量 上 进

一步优化。Gao 等人提出的 MDSAM［9］通过多尺

度细节增强机制结合 SAM［10］显著提升了复杂场

景 表 现 。 Yuan 等 人 提 出 的 UGRAN［11］通 过 不 确

定 性 引 导 的 Transformer 推 理 刷 新 了 多 项 指 标 。

近 期 ，Xiong 等 人 提 出 的 SAM2-UNet［12］通 过 将

SAM2［13］作 为 编 码 器 结 合 经 典 U-Net 解 码 器 ，并

引入适配器进行微调，在 COD 和 SOD 上同时成

为了当时的 SOTA 方法。

特 征 融 合 与 注 意 力 机 制 作 为 提 升 分 割 精 度

的核心技术，在其他细分领域也得到了广泛验证。

邬开俊等人［14］面向城市道路语义分割，设计全局

感知模块与多尺度特征融合模块，有效缓解了边

界模糊与多尺度目标分割精度不足的问题。赵林

等人［15］针对齿轮表面细微缺陷分割场景，提出多

尺度特征增强模块与分块注意力机制，显著提升

了模型对微小缺陷与局部纹理差异的感知能力。

刘玉等人［16］在小样本语义分割任务中构建特征-掩

码双重聚合模块，通过挖掘全局特征相似性有效

减小了原型偏差，提升了新类目标的分割效果。上

述跨领域的技术探索，为构建兼顾全局语义与局

部细节的通用分割模型提供了重要的思路借鉴。

现有方法在各自领域任务中取得了较好的性

能，但在跨任务泛化方面仍存在明显局限。SOD
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模型通常侧重全局语义建模与显著性抑制，过度

依赖全局线索可能导致其忽略 COD 任务中的局

部 纹 理 差 异 ，从 而 产 生 漏 检 和 边 界 模 糊 等 问 题 。

相 反 ，COD 模 型 更 加 关 注 局 部 纹 理 差 异 与 边 界

连 续 性 ，虽 然 能 够 精 细 刻 画 隐 蔽 目 标 的 轮 廓 ，但

过度强调局部细节可能损害 SOD 任务中的目标

整 体 一 致 性 ，导 致 内 部 空 洞 和 碎 片 化 过 分 割 现

象。即便是集成了 SAM2［13］强大编码器的 SAM2-

UNet［12］，其 相 对 简 洁 的 U 型 解 码 结 构 在 多 尺 度

特 征 融 合 与 动 态 特 征 调 节 方 面 仍 存 在 一 定 局 限

性，难以同时兼顾两类任务。

综上所述，现有深度学习方法在各自的专业

领域内表现出色，但面对具有差异化特征需求的

任 务 时 ，便 会 暴 露 出 明 显 的 跨 任 务 局 限 性 ，其 本

质在于缺少一种可在全局语义与局部细节间自适

应调节的特征平衡机制。针对这一问题，本文提

出一个分割模型 SAM2-UFFM。该模型以 SAM2
的 Hiera［17］骨 干 网 络 作 为 编 码 器 ，通 过 冻 结 预 训

练参数并引入轻量级适配器实现参数高效微调，

在保留强大特征表达能力的同时降低训练成本，

同 时 为 了 增 强 模 型 的 多 尺 度 表 征 能 力 ，引 入 了

RFB 多尺度特征提取模块，利用不同扩张率的并

行卷积分支捕获多尺度上下文信息，以适应不同尺

度目标的分割需求。解码器设计了类 UNet3+［18］

的 AttUNet 架构，通过全尺度跳跃连接实现多层

级特征的充分融合，减少深层网络传递过程中的

空间信息损失。针对 COD 与 SOD 在特征需求上

的差异，本文构建了一套特征调节机制：首先，通过

特征平衡注意力模块（Feature BalancingAttention 
Module，FBAM）动 态 调 整 全 局 语 义 与 局 部 细 节

的特征权重；随后，通过专为对立任务设计的特征

互补精修模块，实现深层语义与浅层细节的针对

性增强。此外，采用深度监督策略促进多层级特

征学习与梯度传播，提高模型训练的稳定性。

本 文 模 型 在 COD10K［1］和 DUTS［19］数 据 集

上 的 实 验 结 果 表 明 ，SAM2-UFFM 在 COD 和

SOD 任务中均取得了较好的性能。为进一步验

证模型的跨领域泛化能力，本文将模型扩展应用

于 钢 材 表 面 缺 陷 数 据 集 NEU-SEG［20］中 ，以 测 试

其在复杂工业环境下的性能。

2 模型的构成及工作原理

2. 1　整体网络架构

模型的整体网络架构如图 1所示。给定输入图

像 I ∈ RH × W × 3，其中 H 和 W 分别表示高度和宽度，

Hiera 输 出 4 个 级 别 的 特 征 Xi ∈ R
Ci ×

H

2i + 1 × W

2i + 1 ( i =
1，2，3，4），通道维度为 Ci ∈ { 144，288，576，1 152 }。
为实现参数高效微调，模型沿用 SAM2-UNet［12］的

图 1　SAM2-UFFM 模型的整体网络架构

Fig. 1　Overall network architecture of the SAM2-UFFM model
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瓶 颈 适 配 器 设 计 ，在 Hiera［17］的 每 个 多 尺 度 块 之

前进行插入。在提取编码器特征之后，采用 4 个

RFB 模块对特征进行处理，将通道数量减少到 64，

并增强这些轻量级特征。在解码器部分，设计了

AttUNet 解码器，通过全尺度跳跃连接机制，将来

自 编 码 器 所 有 层 级 的 特 征 与 解 码 器 的 每 一 个 聚

合节点进行融合，有效解决了传统 UNet［21］在特征

传递中出现的信息流失问题。在 4 个解码层级中

构建了多个特征聚合节点，采用双卷积块进行处理

以确保特征的有效融合和非线性变换。之后，为

处理融合后的复杂特征，模型在关键解码节点后

插入特征平衡注意力模块（FBAM），依据当前任

务类型动态调整权重。随后，引入特征互补精修

模 块（Feature Complementary Refinement Module，

FCRM）进行最终的针对型增强。模型采用深度

监督策略，从 3 个不同层级的解码节点输出分割

结 果 ，以 促 进 梯 度 传 播 和 特 征 学 习 ，确 保 分 割 性

能的稳定与精确。

2. 2　AttUNet解码器

针对 SAM2-Hiera［17］参数冻结的大规模预训练

编码器，传统 U-Net［21］架构在特征融合阶段显露出

固有的结构性缺陷。由于编码器参数冻结，编码

器特征难以通过端到端训练进行充分适配，而传

统 U-Net 相对简单的逐级上采样与多次非线性变

换过程，在传递特征时极易丢失关键的浅层纹理

与 几 何 细 节 ，难 以 支 撑 高 精 度 的 边 界 分 割 任 务 。

鉴于 SAM2-Hiera 编码器已具备较强的多尺度表

征能力，直接采用完整 UNet3+［18］解码结构可能

导致特征冗余和局部响应过度增强，进而增加噪

声干扰与过分割风险。基于此，本文在 UNet3+
基础上进行剪枝与改进，提出了一种轻量化且高

效的 AttUNet 解码器，其整体结构如图 2 所示，该

图直观呈现了 AttUNet 解码器的四级层级排布、

特征维度变化以及核心模块的连接逻辑。

AttUNet 解码器摒弃了简单的层级传递，转而

采用全尺度跳跃连接策略。在每个解码阶段，特

征聚合节点不仅接收来自上一级解码层的深层语

义信息，还通过自适应上采样融合编码器各层级

的多尺度特征。该结构能够加强浅层细节与深层

语义之间的信息交互，缓解下采样过程中空间信

息的损失，并提升模型对不同尺度目标的表征能

力。在各关键特征聚合节点之后嵌入 FBAM，以

动 态 协 调 全 局 语 义 信 息 和 局 部 细 节 信 息 。 与 此

同时，指导模块 GM 利用原始图像中的高频细节

辅 助 解 码 过 程 ，增 强 模 型 对 局 部 结 构 的 感 知 能

力 ，并 抑 制 过 分 割 现 象 。 最 后 ，通 过 深 度 监 督 策

略对多个解码层级进行联合优化，确保分割性能

的稳定与精确。

图 2　AttUNet 架构

Fig. 2　AttUNet architecture
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2. 3　特征平衡注意力模块

针对显著目标与伪装目标在特征响应的差异

化需求，本文设计了特征平衡注意力模块（FBAM），

作为解码过程中的动态调和器，其整体结构如图 3

所示。采用通道与空间注意力双流并行机制，通

过 双 独 立 通 道 注 意 力 分 支 和 多 尺 度 空 间 注 意 力

分支同时对输入特征进行协同加权，实现全局与

局部的自适应协调。

通 道 注 意 力 用 于 评 估 不 同 特 征 通 道 的 重 要

性。为避免单一池化方式的局限性，本文采用全

局平均池化（Global Average Pooling，GAP）和全

局最大池化（Global Maximum Pooling， GMP）的

组合，随后分别流经权重独立的双层 MLP。

空 间 注 意 力 模 块 则 对 原 始 输 入 特 征 沿 通 道

维 度 取 像 素 级 均 值 与 最 大 值 并 拼 接 为 两 通 道 特

征图，随后并行送入 7×7 和 3×3 两个卷积分支。

大卷积核负责捕获大范围上下文依赖，小卷积核

则专注于保留局部细节与精确边缘信息，两分支

的 输 出 逐 元 素 相 加 融 合 生 成 最 终 的 空 间 注 意 力

图 ，确 保 了 模 型 在 增 强 全 局 定 位 的 同 时 ，进 一 步

提高了伪装目标的边界分割精度。

最 终 ，通 道 加 权 特 征 、空 间 加 权 特 征 以 及 原

始输入特征通过可学习的 Softmax 权重进行加权

融合，得到增强后的输出特征。FBAM 模块确保

了通道和空间增强的解耦，并通过学习最优的融

合 权 重 ，明 确 增 强 了 关 键 特 征 的 判 别 力 ，缓 解 了

传统注意力机制难以同时平衡 SOD 和 COD 对特

征 要 求 的 难 题 ，对 跨 任 务 性 能 提 升 起 到 重 要 作

用。FBAM 的计算公式如下：

M c ( F )= σ (MLPavg ( AvgPool ( F ) )+

)MLPmax ( MaxPool ( F ) )  ， （1）

F channel = F⊙M c ( F ) ， （2）

A input = Concat ( Avg ( X，dim = 1 )，
Max ( X，dim = 1 ) ) ， （3）

M s ( F )= σ (BN ( Conv7 × 7( A )+
Conv3 × 3( A ) )) ， （4）

F spatial = F⊙M s ( F ) ， （5）

W = Softmax ( [ W c，W s，W o ] ) ， （6）

TAM ( F )= W 1 ·  F channel + W 2 ·  F spatial + W 3 ·  F ，
（7）

其中：F ∈ RB × C × H × W 为输入特征图；AvgPool ( ·  )、 
MaxPool ( ·  ) 为 自适应全局平均和最大池化，输出

RB × C × 1 × 1；MLPavg、MLPmax 为两个权重完全独立

的双层全连接网络，降维比为 16；⊙ 为逐元素相

乘 ，σ ( ·  ) 表 示 将 通 道 注 意 力 值 归 一 化 到（0，1）范

围，作为权重因子；F channel 和 F spaial 分别是经过通道

注意力和空间注意力增强后的特征图；BN（·）的

作用是对卷积结果进行归一化；W c、W s、W o 分别

对应通道加权特征、空间加权特征和原始特征的

图 3　FBAM 架构

Fig. 3　FBAM architecture
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可学习初始权重。

2. 4　特征互补精修模块

在 FBAM 完成特征动态平衡的基础上，模型

构建了先平衡、后针对性增强的系统化解决方案，

设计了特征互补精修模块（Feature Complementary 
Refinement Module，FCRM），由位置注意力模块［22］

（Position Attention Module， PAM）和边界注意力

模 块（Boundary Attention Module， BAM）组 成 ，

分 别 从 全 局 空 间 依 赖 和 局 部 边 界 细 节 两 个 方 面

对特征进行精修。PAM 主要用于捕捉长距离依赖

与全局上下文整合，对于强调整体完整性的 SOD，

PAM 能 够 将 离 散 的 特 征 碎 片 聚 合 为 连 贯 主 体 ，

产 生 强 增 强 效 应 ；BAM 则 用 于 高 频信息的过滤

与边界轮廓的雕刻，用于优化 COD 难以辨认的边

界精度。

位 置 注 意 力 模 块 旨 在 通 过 模 拟 自 注 意 力 机

制，建立特征图上任意两个位置之间的空间依赖

关 系 ，从 而 克 服 传 统 卷 积 操 作 的 局 部 感 受 野 限

制。如图 4 所示，给定一个局部特征A∈ RC × H × W，

首 先 将 其 输 入 到 卷 积 层 中 以 生 成 两 个 新 的 特 征

图 B和 C，其中{B，C }∈ RC × H × W。然后将它们重

塑为 RC × N，其中 N 是像素的数量。之后，对特征

C的转置和 B进行矩阵乘法，并应用一个 Softmax
层来计算空间注意力图 S ∈ RN × N，同时将原始特

征 A 输 入 另 一 个 卷 积 层 ，生 成 一 个 新 的 特 征 图

D ∈ RC × H × W，并 将 其 权 重 重 塑 为 RC × N。 对 D 和

注意力图 S 的转置进行矩阵乘法，并将结果重塑

回 RC × H × W。 最 后 ，将 该 结 果 乘 以 一 个 可 学 习 的

尺度参数 α，并与原始特征 A进行元素级的求和

操 作 ，得 到 最 终 的 输 出 特 征 E ∈ RC × H × W。 PAM
的计算公式如下：

Sji = exp ( Bi ·  Cj )

∑
i = 1

N

exp ( Bi ·  Cj )
 ， （8）

Ej = α ∑
i = 1

N

( Sji Di )+ A j . （9）

Sji 的意义：衡量第 i 个位置的特征对第 j 个位

置的影响程度。特征表示越相似的两个位置，它

们之间的相关性越高，S ji 越大。Ej 的意义：最终

特 征 E的 每 个 位 置 是 所 有 位 置 的 特 征 根 据 空 间

注意力图 S ji 进行加权求和的结果，并结合了原始

特征 A j。α 的意义：尺度参数 α 初始化为 0，并通

过学习逐渐分配更多的权重。

边 界 注 意 力 模 块 专 注 于 特 征 图 的 局 部 细

节 和 边 缘 区 域 。 如 图 5 所 示 ，给 定 输 入 特 征 图

X ∈ RC × H × W，输入边界检测分支和特征增强分支。

首 先 ，对 输 入 特 征 施 加 一 系 列 的 卷 积、归 一 化 和

激活操作。该分支使用通道缩减后，再通过两个

3 × 3 卷积层提炼边界特征。最后，通过一个 1 × 1
卷 积 层 将 通 道 数 降 为 1，并 应 用 Sigmoid 激 活 函

数，获得单通道的边界注意力图 M ∈ R1 × H × W，其

中 M 的值表示该位置是边界的可能性。同时，特

征 增 强 分 支 对 输 入 X 应 用 3 × 3 卷 积 、批 量 归 一

化和 ReLU 激活函数，旨在提取更具表现力的特

征表示。最后，将边界注意力图 M 转换为加权因

子 ( 1 + M )。将加权因子与增强特征图 F 进行元

素级乘法，生成加权特征 F out。随后，将加权特征

F out 与 原 始 输 入 特 征 图 X 进 行 残 差 连 接 ，输 出 最

终的增强特征图。BAM 的计算公式如下：

M = σ (Conv1 × 1

(ReLU (BN ( )Conv3 × 3(…Conv3 × 3 ( X ) ) ) ) ) ，
（10）

图 4　位置注意力模块

Fig. 4　Position attention module

图 5　边界注意力模块

Fig. 5　Boundary attention module
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F enhanced = ReLU (BN (Conv1 × 1 ( X )) ) ，（11）

F out = X + F enhanced ⊙ ( 1 + M ) ， （12）

其中：σ 代表 Sigmoid 激活函数，Conv k × k 代表 k ×
k 卷积操作，BN 代表批量归一化，⊙ 表示元素级

乘法。

3 实验与分析

3. 1　数据集

为 全 面 评 估 模 型 在 不 同 视 觉 任 务 中 的 适 应

性与泛化能力，选取 3 个具有代表性的基准数据

集开展实验。DUTS［19］/DUT-OMRON［23］数据集

是 目 前 广 泛 使 用 的 通 用 显 著 目 标 检 测 数 据 集 之

一 ，它 包 含 10 553 张 训 练 图 像 和 5 019 张 测 试 图

像。其子集 DUT-OMRON 进一步增加了难度，包

含更为复杂的背景和细小物体，用以严格检验模

型在复杂场景下的泛化能力。COD10K［1］数据集

是 迄 今 为 止 规 模 最 大 的 伪 装 目 标 检 测 基 准 数 据

集之一，包含了 5 个大类和 69 个子类，共计 5 066 张

图像（3 040 张训练图像和 2 026 张测试图像）。通

过在 SOD 和 COD 两类具有不同特征需求的数据

集上进行统一评估，可以验证 SAM2-UFFM 对不

同 视 觉 特 征 的 适 应 能 力 。 引 入 钢 材 表 面 缺 陷 数

据集 NEU-SEG［20］，该数据集来源于 NEU-DET，

选取其中不同尺度的 3 类缺陷：斑块（Patches）、夹

杂（Inclusion）以及划痕（Scratches）。将样本按分

类以 8∶2 比例随机划分训练集与测试集，分别进

行综合测试以及各分类测试。

3. 2　实验细节

模型使用 PyTorch 2. 4. 1，在 NVIDIA GeForce 
RTX 3080TiGPU 上进行所有实验。采用预训练

的 SAM2Hiera-large 模型作为编码器。输入图像

被调整为 352×352 的尺寸，并采用两种数据增强

策 略 ：随 机 垂 直 和 水 平 翻 转 。 在 训 练 过 程 中 ，批

处理大小设定为 12，并在训练过程中使用 Adam
优化器，初始的学习率设置为 2e-4，模型共训练

20 轮。

3. 3　评估指标

实 验 采 用 多 项 国 际 公 认 的 评 价 指 标 对 模 型

性能进行评估，包括交并比（IoU）［24］、结构性度量

（Sα）
［25］、F 度量（Fβ）

［26］、加权 F 指标（F w
β）［26］、平均

绝对误差（MAE）［27］、E 指标（Eϕ）
［28］，确保从不同

维度客观反映模型的综合表现。

交并比（IoU）用于衡量预测分割区域与真实

标注区域之间的重叠程度，如式（13）所示：

IoU = TP
TP + FN + FP  ， （13）

其 中 ，TP、FP和FN 分 别 表 示 第 i 个 类 别 的 真 正

例、假正例和假反例。

结构性度量 Sα 评估预测结果与标注图像之

间的区域级和对象级结构相似性，如式（14）所示：

Sa = α ·  So ( P，G )+( 1 - α ) ·  S r ( P，G ) ，（14）

其中：So 和 S r 分别表示对象级和区域级的结构相似

性；根据其他研究中的经验，这里的 α 设置为 0. 5。

F 度 量 ( Fβ ) 通 过 计 算 精 确 率 与 召 回 率 的 加

权调和平均，以综合评估预测结果的准确性与完

整性，如式（15）所示：

Fβ = ( 1 + β 2 )× Precision × Recall
β 2 × Precision + Recall

 ，（15）

其 中 ：Precision 和 Recall 分 别 表 示 精 确 率 和 召 回

率 ；根 据 其 他 研 究 中 的 经 验 ，在 显 著 性 目 标 检 测

中 β 2 通常设置为 0. 3。

加权 F 度量 ( F w
β ) 在传统 F 度量的基础上，为

靠近分割边界的难例像素分配更高权重，使得评

估更侧重于结构边界的精确性，如式（16）所示：

F w
β = ( 1 + β 2 )× Precisionw × Recallw

β 2 × Precisionw + Recallw

 ，（16）

其 中 ，Precisionw 和Recallw 分 别 为 基 于 像 素 权 重

图计算得到的加权精确率与加权召回率。

E 指标（Eϕ）使用一个增强对齐矩阵（OFM）联

合计算图像级的统计信息和像素级的匹配信息，

可 以 同 时 衡 量 预 测 图 的 整 体 完 整 性 和 局 部 精 确

性，如式（17）所示：

Eϕ = 1
w × h ∑

x = 1

w

∑
y = 1

h

ϕFM ( x，y ) ， （17）

其中：W 表示图像宽度，H 表示图像高度，ϕFM 为

在位置（x，y）处的增强对齐值。

平均绝对误差（MAE）直接计算预测显著性图

与真实二值标注图之间每个像素的绝对误差均值，

能够直观反映预测的总体误差水平，如式（18）所示：

MAE = 1
W × H ∑

x = 1

W

∑
y = 1

H

| P ( x，y )- G ( x，y ) | ，

（18）

其中：W 表示图像宽度，H 表示图像高度，P 为预

测图，G 为真实标注图。
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3. 4　实验结果及对比

将 SAM2-UFFM 与 COD 和 SOD 领 域 最 先

进 的 方 法 进 行 比 较 ，包 括 SINet［1］、PFNet［2］、

OCENet［3］、MDSAM［9］、UGRAN［11］等 。 为 确 保

评估的公平性与客观性，所有对比实验均直接采

用原作者开源的预测图，并使用统一的公式进行

指标计算。

在 SOD 任务中，针对现有模型在复杂背景干

扰下容易出现主体分割不完整或边缘模糊的瓶颈，

SAM2-UFFM 展 现 出 了 显 著 的 优 越 性 。 表 1 实

验结果表明，SAM2-UFFM 在 DUTS［19］和 DUT-

OMRON［23］两 个 测 试 集 上 ，Sa 和 MAE 二 个 关 键

指标均位列第一，而 Eϕ 略低于 UGRAN 模型，主

要 原 因 是 UGRAN 引 入 了 不 确 定 性 引 导 的 多 尺

度细化分支，专门针对 SOD 任务优化边界；本文

模型侧重跨任务通用平衡，未针对单一任务做定

制化强化，后续可引入不确定性分支进一步提升

边界精度。

在 DUTS 数据集上，本文模型取得了最优结

果 ，Sa 为 0. 936，Eϕ 为 0. 959，MAE 为 0. 019。 即

使 在 背 景 复 杂 的 DUTS-OMRON 数 据 集 上 ，模

型同样保持了领先优势，模型取得了 Sa（0. 893）、

Eϕ（0. 920）以及 MAE（0. 035）的优异成绩。

从 图 6 可 以 看 出 ，在 面 对 极 小 目 标（第 1 行）

和占据全图的大目标（第 2 行）时，得益于编码器

多 尺 度 特 征 的 有 效 提 取 与 AttUNet 全 尺 度 跳 跃

连接的聚合，有效避免了局部特征的丢失或全局

视野的局限，分割掩码完整。在目标与环境对比

度极低（第 4 行）或背景纹理杂乱（第 3 行、第 5 行）

的环境中，其他基线模型普遍出现了严重的误判

或 过 分 割 现 象 ，而 SAM2-UFFM 凭 借 特 征 平 衡

与 精 修 模 块 ，能 够 精 准 抑 制 背 景 噪 声 ，清 晰 地 剥

表 1　不同模型在 DUTS和 DUT-OMRON上 3种评价指标的定量结果

Tab. 1　Quantitative results of different models for three evaluation metrics on DUTS and DUT-OMRON

基线模型

U2Net
EDN

MENeT
MDSAM
UGRAN

SAM2-UNet
Ours

DUTS
Sa⬆

0. 874
0. 892
0. 905
0. 920
0. 931
0. 934
0. 936

Eϕ⬆
0. 884
0. 925
0. 937
0. 949
0. 964
0. 959
0. 961

MAE⬇
0. 044
0. 035
0. 028
0. 024
0. 022
0. 020
0. 019

DUT-OMRON
Sa⬆

0. 847
0. 850
0. 850
0. 878
0. 878
0. 884
0. 893

Eϕ⬆
0. 872
0. 877
0. 891
0. 910
0. 911
0. 912
0. 920

MAE⬇
0. 054
0. 049
0. 045
0. 039
0. 045
0. 039
0. 035

注：粗体数字表示最优值

图 6　本文方法与显著目标检测模型的可视化对比（DUTS 数据集图例）

Fig. 6　Visual comparison of our method with SOD models （Legend of DUTS dataset）
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离 出目标轮廓。在图 7 中，面对多目标并存（第 3
行）和复杂前景目标（第 4~5 行），本文模型同样

展 现 出 优 秀 的 细 节 雕 刻 能 力 。 模 型 不 仅 准 确 识

别了所有显著实例，还能精准捕捉目标的纤细分

支与复杂边界，其预测图的内部连贯性与边缘锐

利度均优于其他对比模型。

COD10K［1］数据集专注于具有高度伪装特性

的目标分割，要求模型能够识别并分割出与背景

高度融合的目标。

实 验 结 果 显 示 ，SAM2-UFFM 在 COD10K
数据集上的所有 4 项指标均达到了最佳性能（见

表 2）。其中，Sa 为 0. 896，Fβ 为 0. 826，Eϕ 为 0. 950，

MAE 低至 0. 018。

如图 8 所示，在面对与背景纹理高度融合且

边缘极度模糊的目标（第 1~2 行）时，传统模型极

易发生严重的漏检或边缘粘连，SAM2-UFFM 得

益 于 FBAM 在 解 码 阶 段 动 态 调 配 全 局 语 义 与

局部细节权重的机制，成功锁定了目标的整体方

位 ，有 效 滤 除 了 背 景 噪 声 的 干 扰 。 无 论 大 尺 度

目标（第 3 行）还是小尺度目标（第 4 行），SAM2-

UFFM 均能完整输出目标掩码，未出现传统模型

中常见的局部欠分割或内部空洞现象。最后，即

使当目标遭遇环境部分遮挡（第 5 行）时，本文模

型依然能够凭借强大的边界特征强化机制，精准

定位并剥离目标足部等残缺区域。

NEU-SEG［20］数据集专注于复杂的工业钢材

表 面 缺 陷 分 割 任 务 ，涵 盖 了 显 著 性 斑 块、不 规 则

夹杂以及极具挑战性的细微划痕，对模型的多尺

度感知能力和纹理抗干扰能力提出了高要求。

将本文模型与传统分割模型 DeeplabV3+［29］，

PSPNet［30］做对比。如表 3 和表 4 实验结果显示，

SAM2-UFFM 模 型 在 NEU-SEG 数 据 集 上 的 所

有评估指标均取得了最佳性能。特别是在综合测

试的 IoU 指标上，模型达到 0. 853，相较于当前最

先 进 的 次 优 基 准 模 型 SAM2-UNet［12］（0. 835）有

显著提升。此外，衡量预测误差的 MAE 指标降低

至 0. 011。在子类测试实验中，SAM2-UFFM 表现

同样出色：对于边缘极难界定的夹杂类缺陷，IoU
达到 0. 820；对于划痕类缺陷，IoU 达到 0. 822。

如图 9 所示，面对视觉特征极度微弱、与金属

图 7　本文方法与显著目标检测模型的可视化对比（DUT-OMRON 数据集图例）

Fig. 7　Visual comparison of our method with SOD models （Legend of DUT-OMRON dataset）

表 2　不同模型在COD10K上对 4种评价指标的定量结果

Tab. 2　Quantitative results of different models for four 
evaluation metrics on COD10K

基线模型

SINet
PFNet

C2FNet
OCENET
ZoomNet
FEDER

SAM2-UNet
Ours

COD10K
Sa⬆

0. 776
0. 800
0. 813
0. 832
0. 838
0. 844
0. 880
0. 896

Fβ⬆
0. 667
0. 676
0. 686
0. 745
0. 766
0. 784
0. 789
0. 826

Eϕ⬆
0. 864
0. 877
0. 890
0. 890
0. 888
0. 911
0. 936
0. 950

MAE⬇
0. 043
0. 040
0. 036
0. 032
0. 029
0. 029
0. 021
0. 018

注：粗体数字表示最优值
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背景纹理高度融合的细微划痕（第 1 行，第 3 行），

传 统 模 型 极 易 受 噪 声 干 扰 而 发 生 分 割 断 裂 或 漏

检。而 SAM2-UFFM 对高频特征的敏锐捕捉，成

功滤除了金属底纹噪声，保证了狭长缺陷特征的

连续性与边缘锐利度。对于形态不规则、甚至内部

存在复杂孔洞的大尺度夹杂物与斑块（第 2 行），

得 益 于 PAM 建 立 的 全 局 长 距 离 依 赖 关 系 ，模 型

有 效 克 服 了 局 部 感 受 野 受 限 带 来 的 内 部 空 洞 或

欠分割现象，完整且精细地分割出了缺陷的真实

边缘轮廓。

表 4　不同模型在 NEU-SEG数据集上的划痕与夹杂类缺陷分割结果对比

Tab. 4　Comparison of segmentation results for scratches and inclusion defects of different models on NEU-SEG dataset

基线模型

PSPNet
UNet++

DeepLabV3+
SAM2-UNet

Ours

Scratches
IoU⬆
0. 692
0. 756
0. 775
0. 800
0. 822

Sa⬆
0. 885
0. 885
0. 910
0. 908
0. 915

MAE⬇
0. 017
0. 012
0. 011
0. 010
0. 008

Inclusion
IoU⬆
0. 677
0. 632
0. 749
0. 798
0. 820

Sa⬆
0. 828
0. 795
0. 873
0. 894
0. 908

MAE⬇
0. 017
0. 022
0. 011
0. 008
0. 007

注：粗体数字表示最优值

表 3　不同模型在 NEU-SEG数据集上的综合性能与斑块类缺陷分割结果对比

Tab. 3　Comparison of segmentation results for comprehensive performance and patch defects of different models on NEU -

SEG dataset

基线模型

PSPNet
UNet++

DeepLabV3+
SAM2-UNet

Ours

Overall
IoU⬆
0. 747
0. 763
0. 809
0. 830
0. 853

Sa⬆
0. 868
0. 871
0. 909
0. 915
0. 923

MAE⬇
0. 020
0. 019
0. 014
0. 013
0. 011

Patches
IoU⬆
0. 873
0. 895
0. 904
0. 907
0. 917

Sa⬆
0. 920
0. 931
0. 945
0. 944
0. 945

MAE⬇
0. 027
0. 022
0. 019
0. 020
0. 017

注：粗体数字表示最优值

图 8　本文方法与伪装目标检测模型的可视化对比（COD10K 数据集图例）

Fig. 8　Visual comparison of our method with COD models （Legend of COD10K dataset）

1196



第  8 期 邓万宇，等：基于特征动态平衡与增强的通用分割算法

3. 5　消融实验

为 验 证 所 提 各 组 件 的 有 效 性 ，本 节 在

COD10K［1］、DUT-OMRON［23］数据集上开展系统

性 消 融 实 验 。 基 线 模 型 仅 采 用 冻 结 的 SAM2-

Hiera［17］主干配合轻量 RFB 模块与简单逐级上采

样解码器。当引入特征平衡注意力模块后，模型

具 备 在 全 局 语 义 与 局 部 细 节 之 间 动 态 分 配 注 意

力的能力，COD10K 与 DUT-OMRON 上的 Sa 分

别提升 0. 93% 和 1. 63%。进一步加入特征互补

精修模块后，模型能够针对“显著性”与“伪装性”

这两类对立线索分别施加强化，位置注意力确保

显著目标的整体一致性，边界注意力精准捕捉伪

装 目 标 的 微 弱 边 缘 ，Sa 再 次 大 幅 提 升 2. 55% 和

2. 68%，MAE 在 COD10K 上 降 至 0. 020。 各 配

置方案的性能数据如表 5 所示，可清晰反映各组

件的独立性能与模块间的协同增益。

二 者 协 同 作 用 时 产 生 正 向 增 益 ，COD10K
上 的 Sa 累 计 提 升 3. 25%，体 现 出 动 态 平 衡 与 针

对 性 增 强 。 最 终 替 换 为 AttUNet 全 尺 度 解 码 器

后，COD10K 与 DUT-OMRON 的 Sa 进一步提升

4. 06% 和 4. 08%。上述结果充分证明：特征平衡

注 意 力 模 块 赋 予 模 型 动 态 平 衡 特 征 能 力 ，特 征

互 补 精 修 模 块 提 供 对 立 任 务 的 针 对 性 增 强 ，而

AttUNet 解 码 器 则 通 过 全 尺 度 特 征 融 合 充 分 挖

掘 多 层 级 特 征 信 息 ，三 者 形 成 互 补 ，共 同 提 升 了

模型的整体性能。

4 结 论

针 对 显 著 目 标 与 伪 装 目 标 分 割 任 务 中 存 在

的特征需求矛盾，本文提出了一种基于特征动态

平 衡 的 通 用 分 割 框 架 SAM2-UFFM。 通 过 构 建

参数高效的 AttUNet 解码体系，利用全尺度跳跃

连 接 成 功 打 破 了 层 级 特 征 壁 垒 。 为 解 决 矛 盾 任

务的特征平衡难题，提出了作为特征平衡器的特

征平衡注意力模块，用于动态平衡全局语义与局部

细节。为了实现显著-伪装针对性增强，设计了专

图 9　本文方法与其他分割模型的可视化对比（NEU-SEG 数据集图例）

Fig. 9　Visual comparison of our method with other methods （Legend of NEU-SEG dataset）

表 5　不同模块的有效性分析

Tab. 5　Effectiveness analysis of different modules

Configurations

Baseline
Baseline+FBAM
Baseline+FCRM

Baseline+FBAM+FCRM
Baseline+FBAM+FCRM+AttUNet

COD10K
Sa⬆

0. 861
0. 869
0. 883
0. 889
0. 896

Fβ⬆
0. 786
0. 798
0. 814
0. 820
0. 826

Eϕ⬆
0. 921
0. 925
0. 932
0. 940
0. 950

MAE⬇
0. 026
0. 024
0. 022
0. 020
0. 018

DUT-OMRON
Sa⬆

0. 858
0. 872
0. 881
0. 887
0. 893

Eϕ⬆
0. 896
0. 902
0. 910
0. 914
0. 920

MAE⬇
0. 043
0. 040
0. 039
0. 037
0. 035
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注于对立任务的特征互补精修模块，通过位置注

意力强化显著目标的全局感知，边界注意力强化

伪装目标的边界精细分割。最后采用深度监督策

略，从多层级输出分割结果，确保模型分割稳定与

精确。实验结果表明，SAM2-UFFM 在伪装目标

检测数据集 COD10K 上 Sa 提升至 0. 896，MAE 降

低至 0. 018；显著目标检测数据集 DUT-OMRON

上 Sa 提 升 至 0. 893，MAE 降 低 至 0. 035。 基 于

NEU-SEG 钢材表面数据集的泛化实验进一步验

证了 SAM2-UFFM 在复杂背景中依旧保持着较

强的检测能力。综上所述，该模型在兼顾全局定

位与局部细节上的出色性能，为同时高效处理显

著 与 伪 装 目 标 的 通 用 分 割 模 型 提 供 了 有 效 技 术

方案。
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